 NEURO-LP O NOVO PARADÍGMA 

PARA SOLUÇÃO DE PPL’S
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 Abstract

This paper presents a solution for linear programming problem (LPP) using similar artificial neural networks (ANN) approach. Intend to show how ANN philosophy, associated with other numerical algorithms can be useful to solve LPP.

The LPP with inequality constraints can be transformed into a problem without constraints by adding penalty terms to the original objective function and creating a new pseudo-cost function. So, some or all constraints can be eliminated by increasing the objective function by a quantity that depends on the amount by which the constraints are violated. The key step for to solve a LPP with ANN approach consists construct an appropriated pseudo-cost function for which the global minimum is a solution of the LPP. 

Finally, it is possible to build dedicated integrated circuits  using NEURO-LP model. The immediate advantages are: a very high convergence time and a possibility of incorporating the optimization module an any electronic equipment.
Key words: Linear programming – Unconstraints Optimization – Artificial Neural Networks
Pesquisa Operacional 

1. Introdução

Um problema de programação linear (PPL) pode ser visto como um problema de otimização com restrição. Nele uma função linear, denominada de função objetivo, sujeita a restrições sobre as variáveis, deve ser minimizada ou maximizada. As restrições, representadas por igualdades e/ou desigualdades lineares, limitam uma região denominada conjunto de soluções viáveis. A melhor dessas soluções, denominada de solução ótima , é aquela que, de fato, leva a função objetivo a um mínimo ou a um máximo, conforme a natureza do problema. Qualquer PPL [1,2,3] pode ser convertido na forma padrão e representado matricialmente   pelo modelo apresentado a seguir.

Normalmente, o método utilizado para resolver esse tipo de problema é denominado de método SIMPLEX, creditado a George Dantzig [4] e baseia-se em sucessivas operações de pivoteamento. Admitindo-se que o PPL possua uma solução ótima, é possível procurá-la à partir das soluções básicas viáveis do problema. Assim, partindo de uma solução básica viável inicial, o algoritmo SIMPLEX é capaz de gerar novas soluções básicas viáveis cada vez melhores até atingir a solução ótima, isto é, aquela que não pode ser mais melhorada. Por ser um método consagrado, não cabe detalha-lo neste artigo.
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Por outro lado, as Redes Neurais Artificiais (RNA’s), também conhecidas como sistemas conexionistas, são estruturas inspiradas no funcionamento do cérebro humano [5,6,7]. As RNAs são estruturas maciçamente paralelas, baseadas em elementos processadores (EP’s) simples, inspiradas no neurônio biológico e densamente interconectadas. As principais características das RNA’s são: procura paralela e endereçamento pelo conteúdo, imitando o cérebro que não possui endereço de memória nem procura uma informação seqüencialmente; aprendizado, dotando a rede da capacidade de aprender certo conhecimento por sucessivas apresentações de padrões (experiência), sem necessidade de explicitar os algoritmos para executar uma tarefa; associação, permitindo que a rede possa associar padrões diferentes; generalização, habilitando a rede a lidar com ruído e distorções e responder corretamente a uma entrada nunca vista, por similaridade com outros padrões já apresentados; abstração, dotando a rede da capacidade de abstrair a essência de um conjunto de entradas; e finalmente a robustez  permitindo, devido ao paralelismo, que mesmo com a perda de EP’s, não haja mal funcionamento da rede .  Através de algoritmos específicos as RNA’s "aprendem" certo conhecimento (fase de treinamento) pela apresentação sucessiva de exemplos (padrões), armazenando-os nas inúmeras conexões existentes entre os EP’s denominadas de pesos. O conhecimento fica distribuído por toda rede, disponível e pronto para ser usado (fase de execução)  nas mais diferentes áreas de aplicação, como na programação linear neural [8,9,10]. Nesse caso é usada uma estrutura semelhante as RNA’s, onde os pesos sinápticos (normalmente obtidos no treinamento) são compostos, basicamente,  dos coeficientes dos conjuntos das restrições do problema.

A funcionalidade do EP de uma rede neural é inspirada  no funcionamento dos neurônios biológicos. A estrutura básica de um neurônio biológico é composta de: uma árvore de dentritos, que recebe as ramificações dos axônios de outros neurônios; um corpo celular, denominado de soma ou corpo somático; e uma fibra nervosa, transmissora de impulso, denominada axônio. Os terminais das ramificações do axônio se conectam a outros neurônios através de estruturas em forma de bulbo, denominadas de sinápses. 

Os sinais transmitidos pelo axônio e que atingem a sinápse, podem ser de natureza excitatória, tendendo disparar o neurônio destino ou inibitória em caso contrário. Basicamente, o neurônio recebe nas respectivas sinápses informações vindas das ramificações de axônios de outros neurônios próximos. Esses sinais elétricos, de intensidades diferentes, são então "somados" no corpo da célula, depois de um pequeno tempo denominado período de latência. Se o nível do sinal resultante atingir um valor limiar (cerca de 40mv), então o neurônio dispara, produzindo um pulso de tensão (cerca de 120 mV e largura de 1ms) que se propaga rapidamente pelo axônio, até atingir outro neurônio. Caso contrário o neurônio não dispara [11,16]. 

A rede neural biológica existente no cérebro humano é composta de 1010 a 1012 neurônios e cada um desses neurônios pode conter de 104 a 105 conexões sinápticas. O primeiro desafio dos cientistas foi construir um modelo de neurônio artificial que representasse as principais características do neurônio biológico, para então criar as primeiras RNA’s, associando esses EP’s em diversas topologias [12,15,17]. 
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Figura 1.1 - Modelo de um elemento processador - EP

Embora existam diversos modelos de EP’s, tais como o modelo Eletrônico Analógico e o de Fukushima, o  mais amplamente usado (figura 1.1) é baseado no proposto por McCulloch & Pitts. Ele procura reproduzir, de maneira simples, o funcionamento do neurônio biológico [13,14].  

As entradas ( x1, x2 .... xn) do EP funcionam de modo análogo às sinápses dos neurônios biológicos, recebendo sinais provenientes dos axônios de outros neurônios. Como, no neurônio biológico, as conexões sinápticas devem causar reações de excitação ou inibição em neurônios vizinhos. Logo, uma boa prática é associar a cada conexão sináptica, um valor de peso ( W j1, W j2 ... Wjn)  positivo ou negativo, determinando assim o efeito que um EP fonte tem sobre o EP destino. Consequentemente, o EP estaria apto à disparar quando a soma ponderada  entre as entradas Xi e os pesos (Wji) excedesse o valor limiar Wj0  (bias), durante o período de latência. O EP é definido por uma regra de propagação NETj, que determina como as entradas serão computadas e por uma função de ativação F que determina o novo valor do estado de ativação do EP destino. A fórmula mais usada como regra de propagação 1.2), define NETj como a soma ponderada (produto interno) entre os  valores  fornecidos  como entrada (x1, x2 .... xn) e os valores dos pesos das conexões de entrada (W j1, W j2 ... Wjn) do EP  em questão [10].
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A equação 1.3 mostra a saída  Oj do EP.
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Os tipos de função de ativação mais usados são: o degrau (unipolar); o degrau simétrico (bipolar); a linear; a pseudo linear; a sigmoide; e a tansigmoide, com e sem bias.

Existem, basicamente, dois tipos de  arquiteturas utilizadas em RNA’s: as redes "feedforward", sem realimentação; e as redes "feedbackward" realimentadas [11,15].

Certamente, a arquitetura mais usada nas RNA’s são as estruturas "feedforward". Este arranjo é composto de um conjunto de EP’s dispostos em camadas (uma ou mais) e se interconectam uma após a outra. A configuração mais simples (figura 1.2a) é a arquitetura de uma camada "simgle-layer network".  É composta de uma única camada, que recebe as entradas modificadas pelos pesos. 
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(a) Uma única camada
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(b)  Multi-camadas

A  configuração  mais  completa  apresenta  uma   ou  mais  camadas  intermediárias (hidden layers) entre a entrada e a camada de saída, e é conhecida como "multi-layer network". O fato de possuir camadas ocultas, possibilita melhores resultados para certos problemas, bem como permite soluções de problemas impossíveis de serem resolvidos com redes de uma única camada.  A (figura 1.2b) mostra a arquitetura Multi-camadas, com "m" entradas, "p" elementos na camada de saída e "n" na camada oculta [14,16,17]. 

O processamento neural é realizado em duas fases principais: treinamento e execução. A fase de treinamento ou aprendizado (learning) é o processo de atualização dos pesos das conexões. Seu objetivo é adquirir a informação e armazená-la sob a forma de uma matriz de peso (W). No caso do Neuro-LP o conhecimento do problema é previamente conhecido através dos coeficientes das restrições  do PPL e elimina esta fase. A fase de execução (recall) calcula a saída (Y) da RNA em função do estímulo injetado na entrada (X) e dos pesos obtidos na fase de treinamento (W) ou  impostos pelo próprio problema. No caso do Neuro-LP o objetivo desta fase é recuperar a informação, isto é,  determinar o valor ótimo das variáveis de decisão do PPL. Esse processo será feito pela  solução de um sistema de equações diferenciais, obtido através da transformação do PPL em um problema de otimização sem restrição. O método numérico usado para a solução do sistema de equações diferenciais será o método do gradiente dinâmico, que se assemelha muito ao usado no treinamento das RNA’s.

Inicialmente é mostrado o modelo de um PPL na forma padrão e algumas considerações sobre otimização com e sem restrição. Posteriormente apresentado os conceitos biológicos que deram origem ao modelo do neurônio artificial e finalmente a arquitetura da RNA usada no modelo Neuro-LP. No caso investigado a RNA é usada na fase de execução, isto é, já possui o conhecimento referente ao PPL, representado pelos coeficientes das restrições do problema.  

O próximo passo é fundamentar matematicamente a transformação do PPL, composto de uma função objetivo e de um conjunto de restrições em um problema de otimização sem restrições. Para isso adotou-se uma função denominada de pseudo-custo onde foi adicionado um termo de penalidade, causando alto custo toda vez que uma das restrições for violada.  Dessa forma é possível resolver o novo problema pelo método do gradiente, transformando-o em um sistema de equações diferenciais, resolvidas numericamente. Finalmente, com objetivo de ratificar as hipóteses preliminares, apresenta-se um estudo de casos.

2. Fundamentação matemática da Programação Linear Neural
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Um PPL [3,4] é classificado como um problema de otimização com restrição e pode ser representado da seguinte forma :

Para resolve-lo usando-se a filosofia das RNA’s é preciso construir uma “nova função” denominada de função pseudo custo ou de energia E(x), para qual o mínimo global seja a solução ótima do PPL.  Para se construir a nova função E(x) incorpora-se uma função ou termo de penalidade Pi[ri(x)] à função objetivo original. O termo de penalidade deve causar alto custo (penalizar) à nova função toda vez que uma restrição for violada  (ri(x) < 0) e custo zero se a restrição for satisfeita (ri(x) >= 0).
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Dessa forma o PPL é transformado em um problema de otimização sem restrição, onde deseja-se encontrar  x* ( (n  que  minimize  a  nova  função  E(x).  O  termo  de  penalidade  deve  penalizar  (p grande) para os casos de soluções inviáveis e inibir para soluções viáveis do PPL. Sua modelagem sem restrição é a seguinte:

O problema de otimização sem restrição com termo de penalidade pode ser resolvido de maneira semelhante ao treinamento das RNA’s ou seja, pela aplicação do método do gradiente decrescente. 

O modelo deve ser escrito sob a forma de um sistema de equações diferenciais ordinárias e resolvido  na  forma  numérica. Nesse caso, a  equação  da  trajetória  de  solução  dada por xj (k+1) = xj (k) + ( (xj) (onde j=1 ..n , representa o número de variáveis) indica na convergência o valor das variáveis de decisão do problema e ((xj) o produto do gradiente da função de custo em relação a xj por um fator constante ligado a velocidade de convergência e a estabilidade do método. 
Para garantir a exatidão do método o parâmetro de penalidade p deve ser muito grande. A prática  mostra que valores de p muito elevados não são convenientes sob o ponto de vista computacional. Uma boa alternativa é considerar a função de pseudo custo da seguinte forma:

[image: image15.wmf]0

 

onde

)}

(

r

,

0

min{

)

,

(

1

i

1

>

-

=

å

å

=

=

p

x

p

x

C

p

x

E

m

i

n

j

j

j


Nesse caso  não são necessários grandes valores de p para que o processo convirja à solução exata. Assim, tendo em vista que a função de penalidade é “exata”, com valores adequados de p o mínimo da função pseudo custo E(x, p)  eqüivale a solução ótima do PPL original. Assim a curva de trajetória da solução do PPL pode ser representada na forma que será implementada pela ferramenta computacional: 


3. Estudo de Casos

Foram realizados cerca de 60 testes visando não só confirmar as hipóteses preliminares  que deram origem ao modelo Neuro-LP, bem como posteriormente, para verificar a exatidão do modelo. Esses testes, realizados usando-se a ferramenta denominada Simulink do Matlab 5.2 [18,19,20], envolveram problemas com uma única solução, com solução degenerada,  com  uma  infinidade  de  soluções  e sem solução viável. Foram  destacados 5 casos (tabela 3.1), validando o resultado encontrado pelo modelo Neuro-LP proposto, através dos resultados obtidos pelo método SIMPLEX, usado no consagrado software  LINDO. 

Tabela 3.1 - Neuro-LP  x  LINDO
Descrição do PPL
Neuro-LP
LINDO
Observações

Min 3x1+2x2
Sujeito a

 x1+x2  >= 5

2x1+x2 >= 7

xi >= 0 
X1=2.000

X2=3.000
X1=2.000

X2=3.000
Caso 1
Uma única solução ótima

Min -3x1-5x2
Sujeito a

-x1 >= - 4

-x2 >= - 6

               xi >= 0
X1=1.585

X2=2.648
X1=0.000

X2=3.600
Caso 2

Infinitas soluções ótimas

Obs: Ambas são soluções ótimas do problema (FO ( -18) 

Max  3x1+9x2
Sujeito a

x1+4x2 <=  8

x1+2x2 <=  4

             xi >= 0
X1=0.000

X2=1.995
X1=0.000

X2=2.000
Caso 3
Solução degenerada

Max 3x1+2x2 
Sujeito a

 2x1+  x2  <=  2

 3x1+4x2  >= 12

           xi >= 0
X1=

X2=

OSCILAÇÃO
X1=

X2=

INVIÁVEL
Caso 4
Não há solução ótima

Min 2x1+3x2+5x3+2x4+3x5
Sujeito a

x1+x2+2x3+x4+3x5 >=4

2x1-2x2+3x3+x4+x5>=3

xi >= 0
X1=1.009

X2=0.000

X3=0.003

X4=0.000

X5=0.995
X1=1.000

X2=0.000

X3=0.000

X4=0.000

X5=1.000
Caso 5

Uma única solução ótima

Para verificação da tela de saída do simulador é mostrada a curva de trajetória de solução do Caso 5 (figura 3.1). 




4. Conclusões

O estudo de casos revela que as propostas apresentadas para  o  modelo Neuro-LP são consistentes.  Mesmo aplicado a casos particulares, inclusive com solução degenerada, os resultados comprovaram a exatidão do método.

O método de solução do sistema de equações diferenciais ordinárias, assemelha-se muito ao treinamento das RNA’s por utilizarem a técnica do gradiente decrescente. 

A arquitetura do modelo lembra a de uma RNA de “duas camadas”, com realimentação, trabalhando na fase de execução. A primeira camada recebe os valores atuais de xj  e computa  os  valores atuais das restrições ri(x). Se uma restrição específica  é satisfeita  ri(x) >= 0 então o sinal de  ri(x) inibe e não vai para segunda camada. Se uma restrição é violada ri(x) < 0 então esse sinal é multiplicado por  um fator  p (penalidade) e passa para segunda camada. Na segunda camada (saída), todos os sinais não inibidos são combinados e integrados, retornando o valor da variável xj.

A evolução do método de solução do sistema de equações diferenciais, representada pela trajetória de solução, indica na convergência o valor ótimo das variáveis de decisão. 

Nos diversos casos destacados (tabela 3.1) os resultado são praticamente idênticos, aos  obtidos por processos tradicionais como o SIMPLEX, validando o modelo Neuro-LP proposto.
Finalmente, se aliado  a  exatidão do método, considerarmos o aumento da velocidade de convergência que ainda pode ser conseguido caso o modelo venha a ser integrado em um “chip”, e incorporado a um equipamento eletrônico, chegamos a conclusão que vale a pena investigar mais sobre o assunto e investir nesse novo paradigma de solução de PPL.
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(modelo de um PPL na forma padrão)
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Figura 1.2  - Redes feedforward
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Figura 3.1 – Saída SIMPLEX e Neuro-LP, para o Caso 5  
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  Uma única solução ótima 
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